Magyar Tudomdny 185 (2024) 7, 906-919
DOI: 10.1556/2065.185.2024.7.8

A MESTERSEGES INTELLIGENCIA ALKALMAZASI TERULETEI
A SZAMVITELBEN

APPLICATIONS OF ARTIFICIAL INTELLIGENCE IN ACCOUNTING

Polyék Imre

egyetemi docens, Budapesti Corvinus Egyetem Szamvitel Tanszék, Budapest
imre.polyak@uni-corvinus.hu

0SSZEFOGLALAS

A mesterséges intelligencia mint hivészé egyre gyakrabban jelenik meg az élet minden terdile-
tén. Leggyakrabban abban a kontextusban taldlkozunk vele, hogy a mesterséges intelligencia
megszlintethet-e egyes szakmakat. Jelen tanulmanyunkban mds oldalrél vizsgaljuk meg a témét,
és a fokuszba egyrészt a mesterséges intelligencia hasznalatahoz sziikséges dzleti oldali paradig-
mavadltdst allitjuk, masrészt megvizsgaljuk a mesterséges intelligencia — ennél pontosabb szé-
hasznalattal a gépi tanulds (machine learning, ML) és a mélytanulds (deep learning, DL) — egyes
fontosabb terileteinek helyét és szerepét a szamviteli munkéban. Ez a megkozelités azért is fon-
tos, mert a mesterséges intelligencia alkalmazasa nem (csak) arrél szél, hogy magat a szamviteli
rendszert tudja-e mikodtetni autondém gépi logika. Ezek az eszkozok a szamvitel egyes részte-
ruletein kisegitéként igen hatékony eszkdzt kindlnak: a bizonylatok elérogzitésére, a becslések
és az auditmunka tdmogatasara is hatékony megoldast nyujtanak. Amikor Uzleti oldali paradig-
mavaltasrol beszéliink, akkor alapvetéen a ,hagyomanyos” algoritmusalapti gondolkodasmaéd
héttérbe szoritdsara gondolunk. A tanulményban a tanuldsi folyamatot és az algoritmusalapu
gondolkodassal valé szembedllitast is megtaldljuk. Mivel a témakor szertedgazo, ezért - a terje-
delmi korlatokra figyelemmel — nem lehet cél a teljességre valo térekvés, inkabb csak az egyes
eszk6zok nagy vonalakban valé bemutatésa a kapcsolodé szamviteli terlilet azonositasa mellett.

ABSTRACT

Artificial Intelligence (Al) is a buzzword that is increasingly appearing in all walks of life. It is most
often used in the context of whether Al could eliminate certain jobs. In this article, we will look at the
issue from a different angle, focusing on the paradigm shift required for the use of Al in business,
and on the place and role of some of the more important areas of Al - more specifically, machine
learning (ML) and deep learning (DL) - in accounting. This approach is also important because
the application of Al is not (only) about whether the accounting system itself can be operated by
autonomous machine logic. These tools offer a very powerful tool as a back-up in certain areas of
accounting: they can be used to pre-record receipts, support estimates, and audit work. When we
talk about a paradigm shift on the business side, we are basically talking about a shift away from
the “traditional” algorithm-based way of thinking. In the article, we will also discuss the learning
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process and contrast it with algorithm-based thinking. Since this is a very broad topic, it is not
possible to be exhaustive, given the limitations of space. Rather, only a generous presentation of
each tool, with identification of the related accounting area, can be provided.

Kulcsszavak: szamvitel, mesterséges intelligencia, gépi tanulas, mélytanulds, neurdlis halo

Keywords: accounting, artificial intelligence, machine learning, deep learning, neural network

A GEPI TANULAS ELMELETI ALAPJAI

A gépi tanulas (ML) egy altalanos fogalom, amelynél valamely valtozo értéket
bizonyos, akar sok adatpontos és sokvaltozos logika mentén a gép hataroz meg.
A mélytanulas (deep learning) a gépi tanulasi modellek alcsoportja, és olyan mes-
terséges neuralis halozattal vald tanulast jelent, amely tobb rejtett réteget (esetleg
elagazast) tartalmaz.

A gépi tanulads esetében kétféle alaptipust kiilonboztetiink meg. A feliigyelt
(supervised) tanulas esetén adott egy N elemil sokasag, amelynél ismerjiik a ki-
menetet — mint Un. fiiggd valtozot. A rendszertdl azt varjuk, hogy hatarozza meg
azokat a paramétereket, amelyek mentén — tdmaszkodva a meglévd észlelések-
re — el6all egy olyan modell, amely az ijonnan érkez6 megfigyelésekkel ,,helyes”,
megalapozott becslést tud adni a fliggd valtozo értékére.

A nem feliigyelt (unsupervised) tanulasnal nem beszéliink a bemeneti halmaz
esetén ,,helyes kimenetekrdl”, azaz nincs az alapsokasagnak filiggd valtozoja.
Eszleléseink ilyenkor is vannak, de ezek csak a modell ,,bemeneti értékeit” mint
fliggetlen valtozokat tartalmazzak. (Ezeket az angol terminologia feature néven
nevesiti.) A géptdl varjuk, hogy a fliggd valtozot megképezze. Erre példa a klasz-
terezés. Annyit varunk a géptdl, hogy a meglévo észleléseket — akar n dimenzio
mentén — valahany, minél fiiggetlenebb csoportba rendezze.

A mélytanulas ,altalanos” modelljét a mesterséges neuralis halo képezi
(artificial neural network, ANN). A mélytanulas elmélete egyaltalan nem uj: a
modell alapjat képezd mesterséges neuron miikodési logikaja 1943-ig vezethetd
vissza, az ,,alapmodellt” Warren McCullogh és Walter Pitts alkottak meg, és a
neviik alapjan McCulloch—Pitts-neuronként hivatkozhatunk ra.

A neuron egy olyan matematikai fliggvény, amelyet a biologiai idegsejt minta-
jara alkottak meg (1. dbra). Ennek a fliggvénynek — mint ,,mesterséges idegsejt-
nek” — van valahany (n db) bemend paramétere, és van egy kimend paramétere.
Az idegsejten beliil nevesitiink egy un. aktivacios fliggvényt. Ez a fliggvény hata-
rozza meg, hogy az idegsejt ,,tovabbadja-e az ingeriiletet”, azaz a bemeneti érté-
kek sulyozott dsszege eléri-e azt a kiiszobot, amelynek kovetkeztében az idegse;jt
»aktivalodik”, valamint a fliggvény azt is megadja, hogy milyen értéket tovabbit-
son a koveto idegsejtek felé.
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1. abra. A természetes idegsejt felépitése €s annak mesterséges leképezése

Forrdas: sajat szerkesztés

A 2. dbra egy ,.tipikus” neuralis halot modellez. A neuralis halonak egy beme-
neti, egy vagy tobb rejtett és egyetlen output rétege van. Ez az output réteg allhat
egyetlen vagy tobb idegsejtbdl, attol fliggden, hogy milyen probléma megoldasara
hozzuk 1étre a neuralis halot.
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2. abra. A neuralis halo felépitése klasszifikacios problémara (hdromféle kimeneti csoportra)

Forras: sajat szerkesztés
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Tipikus regresszios problémak esetén példaul egyetlen kimeneti idegsejtben 6sz-
szegzOdik a modell altal szamitott eredmény. Ha klasszifikacids problémara jon
létre a neuralis halo, akkor a kimeneti réteg annyi idegsejtbdl all, ahany kimeneti
csoportrol beszéliink.

A 2. dbran a nyilak mutatjak, hogy mely idegsejtek mely idegsejtekkel allnak
kapcsolatban, azaz a nyilak jelképezik a szinapszisokat. A miikodés egy megfe-
leléen felépitett és paraméterezett neuralis halo esetén meglehetdsen egyszeri:
az egyes neuronokra a megel6z6 idegsejtekbdl érkezd értékeket szorozzuk a
nyilhoz kapcsolodo (wyy) stlyokkal, €s az igy kapott értékeket dsszesitjik. Ezt
a kapott értéket az aktivacios fliggvény atkonvertédlja az idegsejt output értéke-
vé, amely igy bemenetét képezi az adott idegsejtet ,,kdvetd”, kapcsolodo ideg-
sejteknek.

Ahhoz, hogy a mélytanulds miikddéképes legyen, a tanulasi folyamat leirasa
is sziikséges volt. A feliigyelt tanulasi folyamat alapjat az un. backpropagation
eljarasa képezi: az a logika, amely mentén a tanulé modell minden egyes beme-
netre kiszamitja a kimenetet, és ezt Osszeveti az elvart értékkel, majd igazitja a
sulyokat. (Itt tehat feliigyelt tanulasrol van szd, ahol a tanitashoz rendelkezésre all
az elvart kimenet mint fiigg6 valtozo.)

A modell altal szamitott kimenet (¥) és az elvart kimenet (y) kiilonbsége adja
a hiba értékét. A hibat — un. koltségfiiggvényt — a tanit6 algoritmus a szamitasi
folyamat elejére visszavetiti, és a belsé paramétereket (w sulyokat) ennek isme-
retében igazitja. A ,,backpropagation” soran a cél a koltségfiiggvény — tehat az
eltérések — minimalizalasa.

A GEPI ELOROGZITESI MUNKA TAMOGATASA NEURALIS HALOK SEGITSEGEVEL

Mindig erds volt a motivacio, hogy az adatrogzitési feladatokat minél inkabb a
szamitogépre bizzak. Az ,attorést” az képezné, ha a neuralis halo ,,megtanulna”
Onalldéan, autondm modon kényvelni a bizonylatokat.

Nézziik meg, hogy ez milyen folyamat mentén képzelhetd el. A konyvelés
(kontirozas) folyamataban az a kihivas, hogy egy adott beérkezd szamlardl, bi-
zonylatrdl el kell donteni, hogy melyik vagyonrészt érinti, illetve hogyan hat az
eredményre. A kontirtétel tobbi eleme (datum, szoveg, Osszeg) jellemzden jol
definialhat6. A megfelel6 fékonyvi szamla meghatarozasa igy standard csopor-
tositasi (klasszifikacios) problémaként jelenik meg, melynek kezelése ,,feliigyelt”
tanulasi problémat képez, azaz a neuralis halo ,,tanitdsahoz” megfelel6 mennyi-
ségl, jol kontirozott szamlat kell felhasznalnunk.

A neuralis halonak lesz egy bemeneti (input) rétege — amely az egyes bizony-
latok adatait irja le —, valahany belsé (rejtett vagy hidden) rétege, és egy k elemii
kimeneti rétege, amely 1ényegében az egyes adatpontokhoz a modell altal rendelt
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fokonyvi szamlat azonositja. Harom alapveto tényez6 sziikséges ahhoz, hogy egy
konyvelési folyamatot neuralis haldéval tAmogassunk:
1. a felépitett neuralis halo;
2. megfeleld szamitasi kapacitas, figyelemmel a folyamat szamitasigényére;
3. megfeleld mennyiségli ,,adatpont” (bemeneti adat) a neuralis halo tanitasa-
hoz.

A neuralis halo megalkotasa alapvetden rutinjellegli feladat. Tobb eszkoz all ren-
delkezésre ehhez. Az egyik leggyakoribb megoldas a Python nyelv scikit-learn
konyvtara (URL1). Ebben az esetben a neuralis hald felépitésekor csak nagyon
alapvetd dontéseket kell meghozni, amelyek a programon beliil egy-egy paramé-
ter beallitasat jelentik: hany belsd réteget hozunk létre, az hany idegsejtbdl alljon,
milyen aktivacios fliggvénnyel jojjenek 1étre a neuronok stb.

A szamitasi kapacitas meglétének azért van jelentdsége, mert leginkabb ennek
hianya hatraltatta a gépi tanulas elterjedését az elmult évtizedekben. A legtobb
szamitasi kapacitast a modell tanitéasi folyamata igényli. Erre a feladatra ma mar
olyan online eszk6zok allnak rendelkezésre, amelyek megfeleld eréforrast kinal-
nak. A tanitasi folyamat a neuralis halé méretétdl (rejtett rétegek és szinapszisok
szama), a tanitasi halmaz méretétdl €s a tanitési ciklusok szamatol fiiggden akar
sok orat is igénybe vehet. A tanitasi folyamat lefutasat kovetéen az egyes ,.0j
¢észlelések” — esetiinkben 0j bizonylatok — letesztelése (kontirozasa) masodpercek
kérdése. A folyamat soran a legnagyobb dilemmat a forrasadatok rendelkezésre
allasa képezi. Ebben a tekintetben kétféle mindségii adathalmazra tamaszkodha-
tunk.

(1) Strukturalt adatforrast vesziink igénybe, amely altalaban megfeleléen eg-
zakt adathalmazt eredményez, de ilyen formaban a gazdasagi események kisebb
halmaza all csak rendelkezésre. Erre a fajta adatforrasra jo példa az, amikor a
Nemzeti Ado- és Vamhivatal (NAV) szamlaadat-szolgaltatasat vessziik igénybe.
Ebben az esetben strukturalt formaban, XML-ben (Extensible Markup Language)
jut el hozzank az adathalmaz. (Sajnos a NAV szamlaadat-szolgaltatas segitségével
gyljtott adatok hasznalata az adatok mindsége miatt sokszor erds kihivast jelent,
részben az adathibak miatt, ami idénként a NAV szamara is feladja a leckét.!)
A masik problémat az jelenti, hogy a NAV szdmlaadat-szolgaltatas struktiraja-
ban elég sok adatkor van, amely nem kotelezd, igy rendszerint {liresen is marad,
mikdzben sziikséges lenne a tétel megfelel azonositasara.

(2) Nem strukturalt adatforrast képez a papiralapu, illetve egyéb, példaul PDF
(portable document format) formatumu e-szamla feldolgozasa. Ilyen esetben op-
tikai szovegtelismerés (optical character recognition, OCR) és annak értelmezése

I Czinege Attila (2019) NAV ellendrzési szakfdigazgato eldadasa: A digitalizacio alkalmazéasa
a NAV ellendrzések soran.
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atjan jutunk el a szamlaadatokhoz. A megoldas elénye, hogy a bizonylati elv alap-
jén a dokumentum mindig rendelkezésre all. Hatranya, hogy az eredeti doku-
mentum mindsége vagy a szkennelés torzithatja a felismert és értelmezett adat
mindségét. Ugyanakkor elkeriilhetetlen ez a technologia is, hiszen sok esetben
mas adatforras az eseményekrél nem all rendelkezésre, mert példaul kiilfoldrdl
érkezik a szamla.

AZ ADATOK ,GEPI” FELDOLGOZASA: ALGORITMUS VS. NEURALIS HALO

Az algoritmust ugy definialhatjuk mint elére meghatarozott 1épések sorozatat va-
lamilyen kivant eredmény elérése érdekében. Ez a gondolkodasmod azt a fajta
megkozelitést jelenti, amikor az iizleti probléma megoldasa soran a szamviteli
szakember pontosan definidlja, hogy az egyes adatelemek egyes értékallapotai
hatasara mit és hogyan kell a programnak tennie. A mesterségesintelligencia-
alapti megkdzelités ettdl alapjaiban eltérd. A gépi tanulds soran a rendelkezésre
allo adathalmaz alapjan maga a tanulasi logika fogja megtalalni az 6sszefliggé-
seket az egyes bemeneti jellemzok kozott, nem kell, s6t inkabb a hatékonysagot
rontja, ha a felhasznal6 ezt megprobalja befolyasolni.

Az izleti felhasznalok az alapadatok feldolgozédsara alapvetden az algoritmus-
alapu megkozelitést tartjak elfogadhatonak. Azaz Ok akarjak definialni, hogy
mely szamlak azonosithatok egyértelmiien, és ,valaszthatok le” a sokasagrol
mint jol meghatarozott, kontirozhato elemek. Sokszor meriil fel példaul, hogy
egy adott partnertdl a vallalat mindig egyféle terméket vasarol/szolgaltatast vesz
igénybe, azaz a definidlt elvaras, hogy a program az adott partner szamlait adott
koltségként konyvelje le. (Példaul a koziizemi szolgaltatok szamlai tipikusan
egyféle koltségnemet keletkeztetnek.) Allitasunk szerint részben éppen ez a fel-
fogas blokkolja a neuralis halok térhoditasat: az lizleti felhasznalonak meg kelle-
ne tanulni ,,elengedni” a tanulasi folyamatot, ne akarjon ,,kézivezérelni”. Ehhez
azonban paradigmavaltasra van sziikség. Miben mas a mélytanulason alapuld
megkozelités?

A kérdés megvalaszolasahoz elsé 1épésként azonositani kell a feldolgozandd
adatok szintjét. Tipikusan tételszintii bontasbol célszerti kiindulni, azaz abbdl a
legszélesebb halmazbol, amelyen beliil tovabbi fékonyvi szintli bontast nem va-
runk.? Azonositani kell egy kiilonallé adatpontot: ez a bizonylattétel lesz, amely-
hez rendelkezésre allnak a kapcsolodo bizonylat és partner adatai is.

A kovetkezO 1épés az adattisztitds, amikor a nyilvanvaléan érvénytelen ada-
tokat kezelni kell: a hianyz6 adatot pétolni, a helytelen/téves adatot javitani,

2 Természetesen itt is felmeriilhet tovabbi bontési igény, lasd koltséghelyek/koltségviselok
szerinti elkiilonités, de ezzel most nem foglalkozunk.
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eltavolitani, majd az adatokat at kell alakitani. A neuralis halé ugyanis kizarélag
numerikus adatokat fogad el, ebbdl adéddan az adathalmazt megfeleld konverzi-
okkal at kell alakitani ilyen formara. A kategoriaadatokat kiilonboz6 eljarasokkal
at kell kodolni. Példaul az adathalmazban a partnerek varosa (példaul: Budapest,
Szeged, Debrecen) kategoriaadatot képez, ezt ,,atkodoljuk”™.

A kategoria tipust adatok atkodolasanak legegyszeriibb megoldasa, ha az egyes
kategoridkat besorszamozzuk. Példaul Budapest = 1, Szeged = 2, Debrecen = 3, és
ilyenforman numerikussa alakitjuk: az eredeti kategériaadatot az 1ij, atkodolt
numerikus értékre cseréljiik ki. Ez a megoldas egyszeriisége miatt ugyan jo-
nak tiinhet, de erds torzulast ad a modellnek, mivel a neuralis hald értelmezése
szerint a debreceni (3) adatpont haromszorosa lesz a budapesti (1) adatpontnak,
azaz az érték valodi mennyiségként jelenik meg a modellen beliil a koveto fel-
dolgozas soran. Gyakran hasznalt megoldas ehelyett, ha az egyetlen kategdria
oszlop helyett annyi oszlopot vesziink fel, ahdnyféle elem szerepel a sokasag-
ban, és 1, 0, 0 — 0, 1, O stb. kodolassal kiiszoboljiik ki a kategoriaadatot. Ez a
bemeneti oszlopok szamat ugyan jelentésen megnoveli, de a modell szempont-
jabol ez kevésbé jelent problémat. Végiil a folyamat eredményeként eléall egy
olyan adathalmaz (in. értékvektorhalmaz), amely kizarolag numerikus adato-
kat tartalmaz.

A kovetkezd 1épésben a vektor elemeit standardizaljuk, amivel az egyes be-
meneti adatelemek varhato értéke nulla, szordsa pedig egy lesz. E 1épés nélkiil
az egyes inputadatok az értéktartomany szélességéhez mérten jelentds tulsulyt
képviselnének a modellen beliil, elrontva ezzel a modell hasznalhatosagat.

ANEURALIS HALO TANITASI FOLYAMATA

A neuralis halo tanitasanal a szabvanyos folyamat szerint a tanitasra rendelke-
zésre allo adathalmazt két részre bontjuk: egy tanitasi halmazra (training set) és
egy tesztelési halmazra (test set). Szokvany szerint a teljes halmaz tetszdleges
75—80%-at azonositjuk tanitdsi halmazként, a fennmaradd 20-25% lesz a teszte-
lési halmaz. A tanitasi halmaz elemei szolgalnak a neuralis halo tényleges tanita-
sara, azaz a tanitashoz ezt a halmazt és a halmaz bizonylatainak valos besorolasat
(azaz esetiinkben a helyes eszkoz/koltség/raforditas szamlaszamot) hasznaljuk
fel, amelyekkel a neuralis halo beallitja a sajat belsé paramétereit — azaz a 2. dbra
jelolései szerinti wyy stilyokat.

Els6 1épésben ,,inicializaljuk™ a neuralis halot, azaz az egyes kapcsolatokhoz
rendelt sulyokat kicsi (nullahoz kozeli, de nullanal nagyobb) értékre allitjuk be.
Kovetkez6 1épésben a tanitasi halmaz elsé elemének adatait bedobjuk a bemeneti
(input) rétegbe, végigfuttatjuk a halon, és a kimenetet dsszehasonlitjuk a helyes
besorolassal. Ha eltér, akkor a halot arra utasitjuk, hogy korrigalja a kapcsolatok
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Wyy stlyozasat. Ugyanezt elvégezziik a tanitasi halmaz minden elemére, min-
dig egyre korrigdlva a sulyokat. A tanitdsi folyamatot annyiszor futtatjuk végig,
ameddig a besorolasi eltéréseket képezod koltségfiiggvény megfeleld érték ala nem
siillyed. Ezt a folyamatot emliti tehat az angol terminolégia backpropagation
néven. Ekkor mondhatjuk azt, hogy a tanulasi folyamat lezajlott. Kévetkezo 1¢-
pésben a korabban levalasztott tesztelési halmaz bizonylatain kiprobaljuk a mo-
dellt, azaz megnézziik a modell szempontjabol ,,4j” bizonylatokon, hogy azokat
a neuralis halonk hogyan kontirozna. Végiil ezt 6sszevetjlik a tesztelési halmaz
tényleges (helyes) kontirozasaval. Ezzel a modelliink validacidja is megtorté-
nik: meghatarozhatd, hogy milyen pontossaggal képes az 0j adatpontok esetén a
kontirozasra.

A folyamat tehat teljes mértékben fiiggetlenithet6 az iizleti felhasznalok el6-
zetes varakozasaitol: nincs sziikség ,.elére kitalalni”, hogy mely bemeneti adatok
milyen szempontbol szamitanak fontosnak vagy kevésbé fontosnak. Az univer-
zalis neuralis haloba beledntjiik a tanitdo halmaz ,,megfigyeléseit” — a szamlak
adatait mint figgetlen valtozokat —, és megadjuk az egyes megfigyelésekhez kap-
csolodo kimenetet, azaz a szamlak eredeti, helyes kontirozasat. A tanuld logika
teljesen autondm modon hatarozza meg, hogy a bemeneti adatok koziil melyek
fontosak, és milyen sulyozas szerint, mely bemeneti paraméterek lesznek érdek-
telenek a kimenet szempontjabol.

A MODELL ERTEKELESE

A gépi tanuldson alapuld modellt6]l soha nem varjuk el, hogy teljes precizitas-
sal dolgozzon, ugyanakkor egyre ndvekvd valdszintiséggel fogja megtalalni a
helyes kimenetet. A modell gyakorlati felhasznalhatosagahoz nem is sziikséges
az, hogy tokéletesen mitkddjon. Elég, ha az emberi munkaerd sztochasztikus
hibazasi mintazatat meg tudja haladni a modell , kiszamithat6 bizonyossagi”
teljesitménye.

A tanulasi folyamat soran a hasznalt eszkoztdl fiiggden megjelenithetd a kolt-
ségfiiggvény értéke. A tanulasi korok iterativ futtatasakor a program megmutatja,
hogy még mekkora az eltérés a modell altal szamitott érték és a tényleges érték
kozott. Nagy a kisértés, hogy a tanitas erdltetésével a koltségfiiggvényt nulla ko-
riili értékre csokkentsiik a tanitasi folyamat tobbszoros, sokszor ismételt elvég-
zésével, azaz igy a tanuldsi halmaz (training set) alapjan tokéletessé tehetjiik a
modelliinket. Ez a csapda az Un. overfitting (egyfajta ,,talillesztés”), amelynek
soran a tanulasi folyamat kiterjesztésével a modell egy ponton tul mar nem d/ta-
laban, az egyes bemeneti értékmezok kozotti osszefliggéseket tanulja meg, ha-
nem specifikusan, a tanitasi halmaz adatpontjai kozotti dsszefiiggéseket képezi
le. A felhasznal6 ilyenkor azzal szembesiil, hogy amely modell ,tokéletesnek”
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tlinik a tanitasi halmazra, az egyre rosszabb mindségben dolgozik a teszthalmaz
elemeivel, és elromlik a modell hasznalhat6saga.

Mekkora a sziikséges halmaz, amely elegendd a neurdlis halo tanitdsahoz?
Ezt a kérdést nem lehet egzakt modon megvalaszolni. A helyes valasz az lenne,
hogy ,,minél tobb”, de igazabdl sok tényezo fiiggvényeként hatarozhaté meg, attol
fliggben, hogy hany figyelembe vehet6 jellemzével dolgozunk, hany csoportot
(fokonyvi szamlat) definialtunk. Ha kicsi a tanulasi halmaz, akkor a koltségfiigg-
vényiink nehezen kozelit a nulldhoz. Ha a tanitasi korok szamat noveljiik, ak-
kor a koltségfliggvény csokkenni fog, de mar egyre erésebben fog jelentkezni az
overfitting jelensége.

A MESTERSEGES INTELLIGENCIA ALKALMAZASANAK
TOVABBI CSAPDAI

A kontirozas szamviteli helyessége sokszor a bizonylati adatokon tilmend, egyéb
informaciohalmaztdl is fiigg. Elég arra gondolni, hogy egy adott tétel bizonyos
koriilmények kozott koltségként, mas esetekben beruhazasként értelmezhetd.
Ugyanaz az eszkoz értelmezhetd lehet anyagként, aruként, meglévo eszkoz alkat-
részeként vagy 6nallo beruhdzasként is. Mindez a bizonylat/bizonylattétel adatai-
bol nem is vezethetd le. A gépi modellektdl ezért tipikusan elérogzitést varhatunk
el, azaz egyelére nem fogadjuk el, hogy teljesen autonom modon dontsenek a
szamviteli besorolasrol, sziikségesnek tekintjilk annak utoellendrzését. Ez is azt
indokolja, hogy az algoritmusalapi megoldast erGsebbnek tekintjiik. A szamviteli
besorolast valakinek valahol meg kell adnia, vagy valamely adatokbol egzaktan
levezethetonek kell lennie. Ellenkezd esetben, még mindig elkeriilhetetlennek
tlinik annak human validacidja. Ez tekinthetd talan a legfontosabb gatld ténye-
z6nek, amely a mesterséges intelligencia térhoditasat akadalyozza a kontirozasi
folyamatban.

A SZAMVITELI BECSLESEK TAMOGATASA

A szamviteli becslések a beszamold adatok jelentds hanyadat befolyasoljak. Sze-
repiik lehet a targyi eszkozok értékcsokkenés-paramétereinek megképzésénél,
a kovetelések értékelésénél, a céltartalékok meghatarozasanal stb. A szamviteli
becslések tamogatasa gépi tanuld algoritmusok altal szintén fontos paradigma-
valtassal jar, és a szamviteli informacio pontossagat is javitani tudja. Nézziik meg
harom becslési probléma kezelési lehetdségeit azokon a teriileteken, amelyekkel a
gépi tanuldsi modellek minél szélesebb palettajat be tudjuk mutatni. A gyakorlat-
ban természetesen sokkal szélesebb kort érintenek a becslések.
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A maradvanyérték becslése

A maradvanyérték meghatarozasa egy tipikus becslési feladat a szamvitel teriile-
tén. Targyi eszkoz aktivalasakor meghatarozando, hogy (1) varhatdéan hany évig
hasznalja a vallalkozas az adott eszkdzt (hasznos élettartam), (2) a hasznalati évek
leteltekor varhatéan mennyit fog érni az eszkdz, azaz a hasznalat sordn mekkora
értékig irodik le, (3) milyen modszerrel osztja szét az elhasznalodas értékét a
vonatkozo iizleti évek kozott.> A maradvanyérték meghatérozasa jelentsen befo-
lyasolja az egyes iddszakok értékcsokkenését, és igy az eredmény alakulasat is.
Ha egy eszkoz megfelelden kiterjedt hasznalt piaccal rendelkezik, akkor a ma-
radvanyérték meghatarozasahoz a becslési bizonytalansag jelentdsen csokkent-
het6 regresszios modellekkel. A maradvanyérték becsléséhez megfelelé mintat
kell gytijteni a hasonld eszk6zokbol, a pontos jellemzdik és piaci hasznaltértékiik
megjelolésevel. Az igy képzodott adatpontok alapjan fogjuk az ML regresszios
modelliinket tanitani és tesztelni. Az elérhetd termékek jellemzdi képezik a mo-
delliink fiiggetlen valtozoit (features), a piaci ara pedig a fiiggd valtozot (y).
Dontési pontot jelent, hogy mely modellt hasznaljuk a regresszié végrehajta-
sara (lasd 3. dbra). Tipikus valasztas lehet a linedris regresszio, amikor linea-
ris kapcsolatot latunk a tulajdonsagvektorok és a fliggd valtozo értéke kozott.

32000. évi C. torvény 52. §.
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Polinomialis modellt alkalmazunk, ha exponencialis kapcsolatot tapasztalunk.
Ismeriink ezen tilmenden egyéb, hatékony modelleket is, igy példaul a dontési fa
regressziobol a vagasok véletlenszerli végrehajtasaval szarmaztatott in. random
forest regresszios modellt vagy a support vector regressziot. Ezeket a modelleket
a tamogatd eszkozok felhasznalasaval teljesen analdg eljaras szerint lehet hasz-
nalni: a korabban leirt tanitasi halmaz és teszthalmaz szétbontasat kdvetden a
tanitasi halmazzal illeszthet6 a sokasagra a gépi modell, amelyet ezt kdvetden
a teszthalmaz elemeivel ki lehet probalni. A kiprobalas részeként statisztikailag
mérhetd a modell teljesitménye, azaz hogy mennyire ,,sikeres” a becslés soran.
Erre kiilonb6z6 mutatdoszamok hasznalatosak. (Példaul a Python 12 score ponto-
zasi eszkdze.)

GARANCIALIS KOTELEZETTSEGEKRE KEPZETT CELTARTALEK

A garancialis kotelezettségekre képzett céltartalék Iényege, hogy ha egy termeld
vallalat adott évben értékesit valahany terméket, akkor a targyévi értékesitéshez
kapcsolodoan a garancialis 1d6 alatt a meghibasodasok miatti helytallasi kotele-
zettségbol adoddan kidramlas fog keletkezni. Ennek a varhaté értéke becslés alap-
jén hatarozhatdé meg. A problémakor specialitasa, hogy az idétényezonek jelen-
tds, amde erdsen specifikus szerepe van, ami kezelhetd lenne a korabban targyalt
regresszios modellekkel, de ennél jobb eszkdz is rendelkezésre all. Egyrészt a
neuralis halok regresszios alkalmazasa, illetve egy masik, még ennél is erdsebb
eszkdz, amelyet ,,rovid memoriaval rendelkezd” neuralis haloként, azaz RNN-ként
(recurrent neural network) azonositunk. A modellt tobb éven at gytijtott tapasztala-
ti adatok alapjan tudjuk felépiteni, amelyben igy a legelsd évek észlelései is benne
lesznek. Ezek az észlelések azonban sokkal kevésbé kell, hogy befolyasoljak az
aktualis év eseményeit, bar eltekinteni nem lehet toliikk. A megoldast az RNN-mo-

cres

hatasanak paraméteres beépitésével ,,lehalkitja” a korabbi id0szakok hatasat.

VEVOKOVETELESEK ERTEKELESE

A gyakorlatban a szabalyozasi kornyezet a szamitasokat a koltség-haszon dssze-
vetés elvének megfelelden, bizonyos egyszerisitésekkel engedi elvégezni. Ilyen
egyszerlsitést jelent a vevok csoportos értékelése, amely szerint — bar fészabaly
szerint a vevoket egyedileg értékeljiik a rendelkezésre allo informaciok alapjan —
bizonyos ,,kisosszegii kovetelések™ csoportosan is értékelhetok. A gépi tanulas
felhasznalasaval az egyszerisitésre nincs sziikkség, ami jelentdsen pontosabba te-
heti a szamitott értékvesztés értékét.
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A csddeldrejelzés mutatoszamaival elég sok tanulmany foglalkozik, igy jelen
értekezés keretében a kapcsolddo gépi tanulési logikat vazoljuk csak fel. A cséd-
elérejelzés a gépi tanulas keretében tobbféle szemléletben kezelhetd. A vevoko-
vetelés értékeléséhez a csddvaloszinliség meghatarozasa sziikséges. A becslés
pontossaganak javitasara lehetdség van a korabban vazolt sokféle eszkoz kombi-
nalasara is. Ezt hivja a szakirodalom ,,ensemble” metddusnak, azaz amikor tobb-
féle eszkdz egymasra épiilésével allitjuk 6ssze a modellt. Ha a csddvaldsziniliség
minden partnerre rendelkezésre all, akkor a kitettséggel (nyitott vevokoveteléssel)
szorozva megkapjuk a veszteség varhato értékét, amely alapjan az értékvesztés
megképezhetd.

A SZAMVITELI AUDIT TAMOGATASA

A szamviteli beszamolok, pénziigyi kimutatasok kdnyvvizsgalata soran is szerep-
hez juthatnak a becsléseknél alkalmazott megoldasok a becslések helyességének
megallapitasakor, amikor a konyvvizsgald ujraszamitassal szeretné ellendrizni a
becslés észszerliségét. Az auditmunkaban a ,,nem felligyelt” tanulds is szerephez
juthat. Helyes megkozelitésként a modellbe belednthetjiik az észleléseket, és azt
varjuk a modelltél, hogy azonositsa a sokasagbol minél jobban ,,kilogd” elemeket.
Ezek azun. outlierek, amelyek lehetnek akar teljesen helyes elemek is, de lehetnek
adathalmazon beliili hibak (in. anomaliak), amelyek akar helytelen rogzités, akar
csalas kovetkezményeképpen is bekeriilhetnek az adathalmazba. Az érték sze-
rinti outlierek egyébként is jelentds szerepet kapnak a vizsgalat soran. A konyv-
vizsgalo az érték szerint ,,kilogd” elemeket a modszertan szerint levalasztja, és
tételesen vizsgalja. A gépi modelltdl azonban ennél tobbet varunk. Széles korben
alkalmazott technika a ,,gyanus” tételek kivalasztasara a Benford-torvény, amely
az egyes tételosszegek kezdd szamjegye(i) alapjan jeldli ki a normalis eloszlasbol
kilogo, tehat a gyanu szerint mesterségesen krealt tételosszegeket.

A mélytanulas (deep learning) vilagaban tudunk olyan modellt épiteni, amely
az outlierek meghatarozasat n dimenzid mentén, az adathalmazon beliil feltérké-
pezett mintazat segitségével hajtja végre. Az n dimenzios outlier-elemzésre meg-
felelden erds eszkozt kinal a gépi tanulas egyik tipusa, az dnszervezddo térkép
(self organized map, SOM), melynek alapvaltozatat Teuvo Kohonen alkotta meg,
mintegy negyven évvel ezel6tt. Ez nem feliigyelt (unsupervised) tanulast jelent,
azaz nem tudjuk elére megmondani a sokasagi elemekrdl, hogy outliernek szami-
tanak-e, illetve milyen modon csoportosithatok. (Ez lenne a sokasag fiiggd valto-
z0ja.) Ami ilyenkor a rendelkezésre all, az egy n elemi bemeneti halmaz, amely a
bizonylatokat tartalmazza. Minden bizonylat m jellemzo6bél all. Ez az m jellemz6
(gazdasagi esemény idopontja, fizetési mod, rogzitd, rogzités idopontja stb.) adja
a modell fiiggetlen valtozoit. A gépi tanulas soran az 6nszervezddé térkép segit-
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ségével meg tudjuk talalni az adathalmazon beliili mintazatot. Ezenfeliil azt is
varjuk, hogy az egyértelmiien ,,kil6gd” elemek lathatdva valjanak.

Tegyiik fel, hogy rendelkezésiinkre 4ll ezer darab bizonylat, és minden bizony-
latnak tiz jellemzdjét azonositjuk, amelyek numerikussa alakithatok. A nume-
rikus jellemzoket jelolje: xq, X, ... Xjo. Bar a neurdlis haloval ellentétben ez a
modell nem igényli a sztenderdizalast, a szamitasi kapacitas kimélése miatt szo-
kas legalabb egy normalizalast végrehajtani. (Azaz legalabb a 0—1 intervallumon
beliilre szoritani az egyes jellemzok értékét.) Ezt kovetden tekintiink egy n X n-es
racsot, amelyen a bizonylatok mintazatanak lenyomatat szeretnénk megkapni. Ez
esetlinkben lehet példaul 40 x 40-es. Ez annyit tesz, hogy adott 40 * 40 = 1600
pontunk. Minden pontnak ugyanannyi jellemzdje lesz, mint az egyes bizonyla-
toknak. Egy d. racspont jellemzdi: ugy, uqo, ... Ugqio- A kdvetkezo 1épésben ,,inicia-
lizaljuk™ a racsot, azaz az 1600 ponthoz rendeliink egy-egy véletlen vektort, azaz
minden pontnak véletlenszertien feltdltjiilk a tiz bizonylati jellemz6jét. Ezutan
minden bizonylathoz megkeressiik azt az elemet a racsbol, amely a tiz jellemzo-
jével a legkozelebb all az adott bizonylathoz. Ezt egyszertien, az Gn. euklideszi
tavolsag meghatarozasaval tessziikk meg. Ezt a ,,legkozelebbi” racselemet ,,leg-
jobban egyezé elemként” azonositjuk (best matching unit, BMU). Az euklideszi
tavolsag szamitasa a d. racspontra vonatkozodan:

D= \/(x1 —Ug1)? + (X2 —ugx)? + -+ (X109 — Ug1o)?

Ennek a BMU-racselemnek a jellemzéit egy adott paraméterrel ,,kézelebb huz-
zuk” a bizonylati jellemz6hdz, vagyis végziink a racselem jellemzoiben egy iga-
zitast. Ugyanezt tesszilk a BMU adott  sugar szerinti kornyezetében is tigy, hogy
minél kozelebb all egy elem a BMU-hoz, annal erdsebben igazodjon a bizonylati
jellemzokhdz, majd tovabblépiink a kovetkezd bizonylatra. Miutan a teljes bi-
zonylati halmazra, azaz — a példa szerinti — ezer bizonylatra végrehajtottuk a fenti
igazitast, azutan inditunk ¢ darab uj kort, koronként lecsokkentve az » sugar ér-
tékét, azaz ezt kovetden a BMU-elem egyre sziikebb kornyezetét fogjak érinteni
a korrekciok. Ezzel az eljarassal a bizonylathalmaz belsé mintazata ,,lenyomatot
képez” a racson. A ,,hasonld” bizonylatcsoportok egy-egy egymas melletti racs-
elemet fognak ,lefedni”. Ezzel Iényegében egy klaszterezést hajtottunk végre.
Ezt kdvetden az egyes racselemekhez meghatarozhato, hogy mekkora tavolsagra
vannak a szomszédos elemektdl. Ha egy racselem tavolsaga a kornyezd elemektol
nagy, akkor abbodl kdvetkezik, hogy egyik ,,jellemz6 csoporthoz” sem tartozik. Ez
¢és a hasonldan ,,kilogd” racselemek lesznek az outlierek. Kovetkezo [épés annak a
meghatarozasa, hogy mely bizonylatoknak voltak az outlier racselemek a BMU-i.

Igy a bizonylati halmazbol kiemelhetévé véltak a mintdzatokbol kilogo ele-
mek. (Ha normalizalt értékekkel dolgoztunk, akkor a normalizalas visszafordi-
tasaval tudunk hozzajutni az eredeti bizonylatjellemzékhoz.) Az 6nszervezdo
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térkép ilyen modon felfoghatd egy radikalis dimenziocsokkentési eljarasnak is,
amelynek sordn egy akdrhany dimenzids halmaz bels6 6sszefiiggéseit kétdimen-
zi0s racsra képezziik le.
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